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3 TEXTCORPUS

1 In Kürze

Die Forschungsstelle sotomo hat im Rahmen des Projekts «Online Aggression
From A Sociological Perspective» eine überwachte maschinelle Erkennung («su-
pervised Classification») von aggressiven Inhalten in rund 1,3 Mio. Kommentaren
von Openpetition.de durchgeführt.

Mit 2056 sorgfältig annotierten Kommentaren wurde eine überwachte Klassifika-
tion durchgeführt.

[. . . ]

2 Ausgangslage

Das Digital-Lives-Forschungsprojekt «Online Aggression From A Sociological
Perspective» ergründet die Ursachen von Aggression in Online-Kommentaren
und schlägt geeignete Gegenmassnahmen vor.

Ein empirisches Kernelement des Projekts ist die Verbindung von Online-
Kommentaren mit quantitativen Befragungen. Deshalb werden die von der
Petitionsplattform Openpetition.de gespendeten Online-Kommentare zunächst
in Kommentare mit aggressivem Inhalt und solche mit nicht aggressivem
Inhalt aufgeteilt. Im Anschluss an diese Erkennung wird eine nach dieser
Aufteilung geschichtete Stichprobe von Online-Kommentierenden gezogen,
welche anschliessend für eine Befragung kontaktiert werden.

Die zentralen Aufgaben dieser Studie beinhalten einerseits die Erstellung von Trai-
ningsdaten für die maschinelle Erkennung von aggressiven Inhalten und zweitens
ein maschinelles Lernen zur Entwicklung einer automatisierten Texterkennung
der Online-Kommentare nach ihrer Aggressivität.

3 Textcorpus

Dank einer Zusammenarbeit mit Openpetition.de, einer gemeinnützigen Online-
Plattform für Bürgerinitiativen aus Deutschland, kann das Projekt auf rund 1,3
Mio. Kommentare zurückgreifen. Eingegeben wurden diese Kommentare wurden
durch 1’107’718 Nutzern der Plattform, welche vom 1. März 2019 bis am 29.
Februar 2020 eine oder mehrere Petitionen unterzeichnet haben.

24’156 der 1’276’497 Kommentare sind auf Englisch verfasst, 3545 auf Fran-
zösisch und 5206 auf eine von 22 weiteren Sprachen. Weil die Erkennung von
aggressiven Inhalten sprachspezifisch ist, wurden alle nicht deutschsprachigen
Texte bis auf solche mit einzelnen Worten (z.B. «Nice!» oder «Fuck») beiseite
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3 TEXTCORPUS

gelassen. Zudem gibt es 111’138 Duplikate1 oder leere Einträge, welche ebenfalls
weggelassen wurden. Insgesamt stehen nach der Bereinigung der Daten somit
1’132’452 Kommentare für die Analyse zur Verfügung.

Abbildung 1 zeigt die Verteilung der Kommentare auf die politischen Themen der
Petitionen. Die ursprünglich 26 Themenkategorien wurden für die Übersichtlich-
keit in 5 grössere Kategorien zusammengefasst. Rund ein Drittel der Kommentare
wurden zu Belangen der Infrastruktur (Verkehr, Grundversorgung oder Raum-
planung) oder den politischen Institutionen (Mitbestimmung und Datenschutz)
verfasst. Kommentare bei Petitionen zu Bildung, Sport und Kultur sowie Sozial-,
Gleichstellungs- und Gesundheitspolitik machen je rund einen Viertel aller Kom-
mentare aus. Ökologische Themen inklusive der Energiepolitik machen 15 Prozent
aus, während Migration und Aussenpolitik nur bei 2 Prozent der Kommentare
das Thema der Petition sind.

Abbildung 1: Anteil Petitionsthemen in den Kommentaren
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23
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2

Raumplanung, Verkehr, Grundversorgung,
Mitbestimmung und Datenschutz

Bildung, Sport, Kultur und Medien

Familien- und Sozialpolitik,
Gesundheit und Gleichstellung

Migration und Aussenpolitik

Anteile an allen Kommentaren
0% 10% 20% 30% 40%

Tierschutz, Ökologie und Energie

Die auf der Plattform Openpetition.de eigegebenen Kommentare sind unge-
filtert vorhanden. Das heisst sie sind formal, stilistisch und inhaltlich ähnlich
zu anderen Nutzereingaben im Internet (Social Media Posts, Beiträge in den
Kommentarspalten von Online-Zeitungen etc.). Sie sind eher kurz und weisen
eine hohe stilistische Bandbreite auf. Ausrufe oder holprige Formulierungen mit
grammatikalischen oder Rechtschreibfehlern wie zum Beispiel “Weil es Blödsinn
ist!” und “Ich liebe Tattoos und sollte behalten bleiben” kommen gleichermassen
vor wie eloquent verfasste Kommentare wie zum Beispiel “Ein Verbot würde
meiner Meinung nach die Kunstfreiheit, die im Grundgesetz Artikel 5 Absatz 3
verankert ist, extrem einschränken. Wie soll man die Kunstfreiheit ausüben, wenn
die hierfür benötigten Farben fehlen?”

1Kommentare, welche von der gleichen Person zur gleichen Petition am gleichen Tag einge-
geben wurden und den gleichen Inhalt haben.
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4 ANNOTATION DER TRAININGSDATEN

4 Annotation der Trainingsdaten

Die Entscheidung, eine deduktiv angelegte Erkennung mit einer überwachten
Klassifikation durchzuführen, ergab sich der Bedarf an einem eigens für die Erken-
nungsaufgabe erstellen Corpus an annotierten Texten. Hierzu annotierten Danielle
Isler und Eva Bühlmann, Masterstudierende am Institut für Computerlinguistik,
einen Corpus aus zufällig und geschichtet gezogenen Kommentaren.

Die Annotationsarbeiten wurden anhand der Empfehlungen von Neuendorf (2017)
für die Durchführung von quantitativen Inhaltsanalysen vorbereitet und durchge-
führt. Für die Vorbereitung hat das Projektteam zunächst eine nachvollziehbare
und anwendbare Definition des Konzepts «aggressive Sprache» entwickelt:

«Als aggressiv werden Inhalte definiert, die eine Beleidigung, Belästigung, Bedro-
hung oder sonstige Unangemessenheit enthalten.»

Diese Definition wurde anschliessend in einer umfassenden Beschreibung der
Annotationsaufgabe («Codebook») zu Entscheidungsregeln und -empfehlungen
ausformuliert. Konkret sollten zu jedem Kommentar beantwortet werden, ob die
Gesamtaussage . . .

. . . als beleidigend, belästigend oder bedrohend interpretiert werden? (B3)

. . . auf eine andere Art als unangemessen interpretiert werden? (U)

Die Entscheidung zwischen B3 und U soll sich insbesondere nach den Zielobjek-
ten und der Stärke des Inhalts richten. Aggressiv im Sinne von B3 sind somit
Kommentare, wenn Sie sich gegen ein relativ klar erkennbares Zielobjekt2 richten.
Um als B3 kategorisiert zu werden, muss ein Kommentar zudem eher starke bzw.
krasse Formulierungen aufweisen. Dabei werden sowohl linguistische Stärkemerk-
male wie Kraftausdrücke, Schimpfworte oder Superlative aber auch inhaltliche
Stärkemerkmale wie die schärfe der Beschuldigung berücksichtigt.

Nach einer ersten gemeinsamen Besprechung der Annotationsanweisungen wur-
den drei Pretests, das heisst Trainingsrunden mit jeweils einer individuellen
Bearbeitung von 10-30 Testkommentaren, intensiven gemeinsamen Diskussionen
der Annotationen sowie einer Anpassung des Codebooks, durchgeführt. Nach
dem dritten Training wurde für die intercoder Reliabilität ein gewichtetes Co-
hen’s Kappa von über 0.6 für beide Zielkategorien gemessen. Gemäss Landis
und Koch (1977) sowie Fleiss und Cohen (1973) ist dies eine substanziell gute
Übereinstimmung für komplexe Annotationsaufgaben.

Die Aufgabe, die meist kurzen Kommentare ohne Wissen über den Kontext als
aggressiv zu bewerten, ist tatsächlich schwierig. Besonders bei den Zielobjekten

2Zielobjekte können Einzelpersonen, Soziale Gruppen und Organisationen aber
auch Verhaltensnormen, Traditionen, gesellschaftliche Konventionen und Wertehaltun-
gen/Weltanschauungen sein.
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4 ANNOTATION DER TRAININGSDATEN

und der Stärke der Formulierungen besteht ein vergleichsweise grosser Spielraum
für subjektive Interpretationen.

Das in den Prestests erreichte Niveau von 0.6 wurde auch in den drei eigentlichen
Annotationsrunden fast immer erreicht, wie Tabelle 1 zeigt. Für den Indikator
U wurden ausser in der ersten Runde sogar ein Kappa von über 0.7 erzielt. In
der ersten Runde wurden den Annotierenden Kommentare vorgelegt, in welchen
zur Hälfte Stichworte aus Diktionären zu Aggression erkannt wurde.3 Die zweite
Annotationsrunde bestand aus einem reinen Zufallssample. In der dritten Runde
wurden zur Hälfte Kommentare ausgewählt, die für einen Baseline-Classifier (eine
lineare Support Vector Machine) schwierig einzustufen waren.

Annotations-
runde

Cohens Kappa
für B3

Cohens Kappa
für U

Anzahl
Kommentare

1 0.65 0.62 60
2 0.62 0.74 53
3 0.58 0.72 85
Insgesamt 0.66 0.75 198

Tabelle 1: Intercoder-Reliabilität: Cohens Kapa (gewichtet) für zwei Annotierende

Deshalb können wir von validen, qualitativ hochstehenden Trainingsdaten für
die überwachte Klassifikation ausgehen. Für die Klassifikation wurden aus den
Annotationen zwei Indikatoren gebildet. Der eine zu schätzende Indikator ist
einfach B3, und der zweite ist die Schnittmenge aus B3 und U. Der zweite
Indikator deckt also eine breitere, aber auch etwas unscharfe Definition von
aggressiver Sprache ab, während der erste eine konzise aber auch eher etwas
restriktive Definition abbildet.

Insgesamt stehen für das Machine Learning 2056 annotierte Kommentare zur
Verfügung. Tabelle 2 zeigt die Verteilung von B3 und U in den Trainingsdaten. All-
gemein kann davon ausgegangen werden, dass der reale Anteil der beiden Klassen
etwas tiefer ist, weil der Anteil der aggressiven Kommentare in zwei der drei Anno-
tationsrunden mit Stichwortsuchen und Outlier aus einer Baseline-Klassifikation
bewusst künstlich erhöht wurde, um möglichst viele sprachliche Facetten von
aggressiver Sprache einzufangen. Dieser Verzerrung der Trainingsdaten wird mit
einem zweistufigen Verfahren entgegengewirkt, bei dem die erste Stufe ein Filter
ist, um so viele nicht aggressive Kommentare wie möglich auszuschliessen.

3Die Diktionäre stammen aus dem Vorgängerprojekt (Stahel, Rost und Gnehm 2019), von
der Webseite schimpfworte.de sowie aus Hermann, Krähenbühl, Müller und Wüest (2020).
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5 MACHINE LEARNING

Einteilung
N

für B3
Anteile
für B3

N
für U

Anteile
für U

aggressiv 254 12 % 427 21 %
nicht aggressiv 1802 88 % 1629 79 %

Tabelle 2: Übersicht über die Trainingsdaten

5 Machine Learning

Zur Vorbereitung des Machine Learnings wurden Features4 aus den Kommentar-
texten, den Metadaten der Texte, vorbereitenden Analysen sowie den Paramatern
der Modelle gewonnen. Für alle der 576 möglichen Kombinationen aus den ge-
nannten Features wurde also überprüft, ob ein Einbezug oder das Weglassen die
Schätzung der Aggressivität in den Texten zu optimieren vermag.

Für die Features auf Ebene der Kommentartexte wurde zuerst mit vier verschie-
denen Textvorverarbeitungsschritten («Preprocessing») gearbeitet (vgl. Jurafsky
und Martin 2009). Das heisst, dass für jede Klassifikation wurde getestet, ob die
Texte am besten a) in Kleinbuchstaben, b) mit entfernten Stoppworten5, c) mit
nur den Stammformen der Worte oder d) mit den Worten und ihrer Wortart in
die Berechnung einbezogen werden. Im Weiteren wurde in Betracht gezogen, ob
eine TfIdf-Gewichtung («Term frequency / inverse document frequency») eine
Verbesserung der Schätzung erzielt. Schliesslich wurde die Häufigkeit der Worte
als solche, die Häufigkeit der 2-grams6 und die Häufigkeit der Kombination von
einzelnen Worten und 2-grams getestet.

Als Metadaten standen die bereits erwähnten Themenkategorien der Petition
zur Verfügung, aber auch die Anzahl Kommentare pro User und der Status der
User auf der Petitionsplattform. Letzteres beinhaltet die Informationen, ob die
User anonym angemeldet oder in einer Sperrliste eingetragen sind. Im Weiteren
wurde mit einem Opinion Mining nach Rauh (2018) je ein positives und negatives
Sentiment berechnet und in die Schätzung einbezogen. Als zusätzliche Features
aus den vorbereitenden Analysen wurden getestet, ob die zusammengefassten
Stichworttreffer aus den Diktionären für Aggression von Stahel, Rost und Gnehm
(2019), von der Webseite schimpfworte.de sowie von Hermann, Krähenbühl,
Müller und Wüest (2020) die Klassifikation zu verbessern vermögen. Schliesslich
wurde die Information mit einbezogen, ob ein exzessiver Gebrauch von Ausrufe-
und Fragezeichen sowie Grossbuchstaben vorliegt (z.B. «WAS SOLL DAS!!!!»).

4Features sind im Machine Learning was in der empirischen Sozialwissenschaft die unab-
hängigen Variablen sind, also die Eigenschaften der Untersuchungsgegenstände, welche für die
Schätzung einer weiteren Eigenschaft, hier die Aggressivität der Texte, verwendet werden.

5Stoppworte sind funktionale Worte, die oft wenig inhaltliche Substanz aufweisen wie Pro-
nomen oder Hilfsverben.

6N-grams sind die Kombinationen von N aufeinanderfolgenden Worten. Das 2-gram des Aus-
rufs «So eine Frechheit» zum Beispiel ist «So-eine eine-Frechheit».
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5 MACHINE LEARNING

Alle kontinuierlichen Meta-Indikatoren, d.h. das Sentiment und die Anzahl Kom-
mentare pro User, wurden von 0 bis 1 standardisiert. Die Petitionsthemen-
Kategorien wurden als binäre Indikatoren («One-Hot-Encoding») berücksichtigt.
Die restlichen Indikatoren wurden binär codiert und so verwendet.

Als erstes Modell wurde ein einfacher naïve Bayes mit variierendem additiven
Laplace-Glättungsparameter getestet. Naïve Bayes-Modelle funktionieren sehr
performant und zuverlässig und schaffen dadurch eine gute Grundlage, um das
Potenzial einer überwachten Klassifikation auf den zur Verfügung stehenden
Daten abschätzen zu können. Im Anschluss wurden für eine Support Vector
Machine eruiert, welche «Loss»-Funktion («linear» oder «perceptron»), welcher
Regularisierungsterm («l1», «l2» oder «elasticnet») und welcher Multiplikator für
den Regularisierungsterm am besten funktioniert.7 Support Vector Machines sind
generell sehr leistungsfähig bei automatisierten Textanalysen und waren vor dem
Aufkommen von neuralen Netzwerken eine Art Industriestandard.

Es gibt einzelne Textklassifikationsaufgaben, bei denen Clustering-basierte oder
hierarchische Modelle die beiden Genannten übertreffen. Die beiden in der Folge
genannten Modelle dienen deshalb der Absicherung, ob das Klassifikationspro-
blem der aggressiven Sprache nicht durch alternative Ansätze besser gelöst wird.
Deshalb wurde ein Nearest centroid classifier mit einer euklidischen, Manhattan-
oder Cosinus-Distanzberechnung sowie ein Random forest classifier mit variie-
render maximaler Baumlänge sowie einem «gini-» oder «entropy-» Mass für die
Beurteilung der Qualität der Gabelungen geprüft.

Schliesslich wurde ein neurales Netzwerk als vielversprechendstes Modell be-
rücksichtigt. Neurale Netzwerke haben in den letzten Jahren auch das Feld der
automatisierten Textanalysen revolutioniert. Der hier verwendete Multi-layer
Perceptron classifier rechnet mit 100 verborgenen Ebenen, die mit einer gleichge-
richteten linearen Einheitsfunktion («relu») aktiviert werden.

Insgesamt ergab sich eine Rastersuche über 130’560 Kompositionen von Features
und Modell-Parameter für dasjenige Modell, welches die Aufgabe der Schätzung
von B3 und U am besten meistert. Um die Gefahr eines «Overfittings»8 zu
verringern, wurde jedes Modell an drei verschieden, zufällig gezogenen Stichproben
der Trainingsdaten validiert («three-fold cross-validation»). Jede Ziehung teilt
die Trainingsdaten in ein Trainingsset (80% der Daten) und Testset (20%) auf.
An Ersterem wird das Machine learning durchgeführt, das letztere wird für den
Test des trainierten Modells zurückbehalten.

7Für die Support Vector Machine sowie den Random forest classifier (vgl. nächster Abschnitt)
war es zusätzlich möglich, die Schätzungen auch gewichtet nach Klassengrössen durchzuführen.

8Overfitting bezeichnet eine Situation, dass ein Modell sehr gut zu den Trainingsdaten passt,
aber nicht gut für die Anwendung auf neue Daten generalisiert werden kann.
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6 Güte der Klassifikation

Weil von Beginn an von einer stark schiefen Verteilung der Klassen ausgegangen
wurde9, wurden die aggressiven Kommentare nicht nur übermässig oft für die
Trainingsdaten gezogen, sondern es wurde ein zweistufiges Verfahren konzipiert.

• Eine erste Klassifikationsrunde soll mit einer sehr hohen Präzision möglichst
viele nicht aggressive Kommentare erkennen, um das Verhältnis zwischen
aggressiven und nicht aggressiven Kommentaren für die zweite Runde besser
auszubalancieren. Präzision meint die Minimierung von False positives, d.h.
von Kommentaren, welche von der Klassifikation als aggressiv eingestuft
werden, es aber nicht sind. 90 Prozent wurde als Minimalziel vorgegeben.

• Eine zweite Runde der Erkennung soll mit einer möglichst hohen Präzision
und Ausschöpfung aggressive Kommentare erkennen und so eine finale Un-
terscheidung von aggressiven und nicht aggressiven Kommentaren erlauben.
Ausschöpfung meint die Minimierung von False negatives, d.h. von aggressi-
ven Kommentaren, die von der Klassifikation nicht als solche erkannt wurden.
85 Prozent für den F1, der harmonische Mittelwert zwischen Präzision und
Ausschöpfung, wurden als Minimalziel gesetzt.

Die erste Runde fokussiert deshalb auf die Präzision bei der Erkennung der nicht
aggressiven Kommentare. Die Ausschöpfung ist zweitrangig, darf aber auch
nicht zu tief liegen. In anderen Worten soll eine beachtliche Zahl nicht aggres-
siver Kommentare und gleichzeitig möglichst wenige aggressive Kommentare
ausgeschlossen werden. Tabelle 3 zeigt die Evaluation der Schätzung von B3 –
beleidigende, belästigende oder bedrohende Kommentare – und U – zusätzlich
noch unangemessene Aussagen – für die je besten Läufe der fünf verwendeten
Modelle.

B3 U

Modell Präzision
Aus-

schöpfung
F1 Präzision

Aus-
schöpfung

F1

Naïve Bayes 0.90 0.95 0.93 0.87 0.89 0.88
Support Vector Machine 0.99 0.24 0.39 0.99 0.07 0.12
Nearest centroid 0.96 0.69 0.80 0.92 0.69 0.79
Multi-layer Perceptron 0.92 0.92 0.92 0.88 0.86 0.87
Random forest 0.89 1.00 0.94 0.85 0.86 0.85

Tabelle 3: Kennzahlen der ersten Trainingsrunde für die Erkennung von nicht aggressiven
Kommentaren

Die ersten Zahlen für das Naïve-Bayes-Modell, welches als Baseline die Schwierig-
keit der Aufgabe ausloten soll, zeigen, dass grundsätzlich eine sehr gute Präzision

9Die grobe Erwartung aufgrund früherer Studien (Stahel, Rost und Gnehm 2019); Hermann,
Krähenbühl, Müller und Wüest 2020) war, dass ungefähr 5 bis 10 Prozent aggressive Kommen-
tare aufzufinden sind.
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erreicht werden kann. Für B3 liegt das Modell bereits innerhalb der Minimalvor-
gabe, für U noch knapp darunter. Von den weiteren Modellen liegen die Support
Vector Machine und der Nearest Centroid etwas vor den anderen beiden Modellen,
was vor allem in Bezug auf das viel gelobte neurale Netzwerkmodell (Multi-layer
Perceptron) etwas überrascht.

Die erste Klassifikationsrunde sollte bei B3 deshalb klar mit der Support Vec-
tor Machine mit folgenden Features durchgeführt werden: POS-tagging für
das Preprocessing, keine Gewichtung und kein N-Gram, lineare Loss-Funktion,
l2-Regularisierung und Userstatus, Ausrufe und Grossbuchstaben, Treffer mit
aggressiven Stichworten sowie die Anzahl Kommentare pro User als Voranalyse-
und Metadaten-Features.

Bei U ergibt sich mit der Support Vector Machine das Problem, dass die sehr
hohe Präzision mit einer extrem tiefen Ausschöpfung verbunden ist. Konkret
sagen die Kennzahlen, dass nur sieben Prozent der nicht aggressiven Kommentare
ausgeschlossen werden kann – deutlich zu wenige, um die Balance zwischen den
Klassen nachhaltig zu verbessern. Hier wird deshalb der Neartest centroid classifier
mit den folgenden Features zum Zug kommen: Stoppwortentfernung für das
Preprocessing, TfIdf-Gewichtung und sowohl einzelne Worte wie auch 2-grams,
cosine-Distanzberechnung und Sentiment, Ausrufe und Grossbuchstaben, Treffer
mit aggressiven Stichworten, die Themenkategorien der Petitionen sowie die
Anzahl Kommentare pro User als Voranalyse- und Metadaten-Features.

Die Evaluation für die zweite Trainingsrunde in Abbildung 4 zeigt, dass die Mini-
malvorgaben nur für B3 übertroffen werden können. Für U bleibt der Durchschnitt
von Präzision und Ausschöpfung über beide Klassen für alle Modelle leicht unter
den Vorgaben. Die Support Vector Machine liegt hier nur ganz knapp vor dem
neuralen Netzwerkmodell mit einem ganz leicht höheren F1-Wert bei B3. Die
verwendeten Features sind Worte als Stammformen, Tfidf-Gewichtung, keine
N-gram, perceptron Loss-Funktion, elasticnet-Regularisierung sowie Userstatus,
Ausrufe und Grossbuchstaben, Treffer mit aggressiven Stichworten sowie die
Anzahl Kommentare pro User (nur U) als Voranalyse- und Metadaten-Features.

B3 U

Modell Präzision
Aus-

schöpfung
F1 Präzision

Aus-
schöpfung

F1

Naïve Bayes 0.85 0.87 0.85 0.82 0.83 0.81
Multi-layer Perceptron 0.87 0.88 0.87 0.83 0.83 0.83
Support Vector Machine 0.87 0.88 0.88 0.83 0.83 0.83
Random forest 0.87 0.88 0.85 0.84 0.83 0.80
Nearest centroid 0.84 0.85 0.85 0.79 0.79 0.79

Tabelle 4: Kennzahlen der zweiten Trainingsrunde: Nach Anzahl Kommentare im Testset
gewichtete Mittelwerte über beide Klassen
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7 Fazit
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